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Abstract. The VALERIA system integrates machine learning models and cloud
computing to support clinical decision-making in the diagnosis of arboviruses
such as Dengue, Chikungunya, and Zika. By adopting MLOps practices and
AWS services like EC2, Lambda, and S3, the platform ensures scalability, re-
producibility, and low operational cost. This paper presents the system’s archi-
tecture, the integration of cloud-based components, and the benefits observed
during development and deployment. The results highlight the feasibility of ap-
plying intelligent and cost-effective solutions in public health contexts.

Resumo. O sistema VALERIA utiliza modelos de aprendizado de máquina e
computação em nuvem para apoiar o diagnóstico clı́nico de arboviroses como
Dengue, Chikungunya e Zika. Com base em práticas de MLOps e nos serviços
da AWS (EC2, Lambda e S3), a solução garante escalabilidade, reprodutibili-
dade e baixo custo operacional. Este artigo apresenta a arquitetura do sistema,
a integração dos componentes em nuvem e os benefı́cios observados durante o
desenvolvimento. Os resultados demonstram a viabilidade de aplicar soluções
inteligentes e econômicas em contextos de saúde pública.

1. Introdução
As arboviroses como Dengue, Chikungunya e Zika representam desafios rele-
vantes à saúde pública, especialmente em contextos de infraestrutura limitada
[Donalisio et al. 2017, Santos and de Souza Silva 2023]. Seus sintomas similares dificul-
tam o diagnóstico clı́nico, exigindo soluções tecnológicas para apoiar decisões médicas.

Nesse cenário, surge o sistema VALERIA (Virtual Assistant for LEarning pRo-
cesses In Arbovirus), que utiliza modelos de aprendizado de máquina (ML) baseados em



dados clı́nicos informados por profissionais de saúde. A solução é escalável, de baixo
custo e adaptada a contextos vulneráveis, integrando práticas de MLOps com recursos da
Amazon Web Services (AWS), como EC2, Lambda e API Gateway. Este artigo apresenta
a arquitetura do sistema, os serviços utilizados, os benefı́cios alcançados e perspectivas
de evolução.

2. Fundamentação teórica

2.1. Machine Learning Operations (MLOps)

Machine Learning Operations, ou MLOps, é uma abordagem que combina práticas de
engenharia de software, ciência de dados e operações de TI com o objetivo de facili-
tar o desenvolvimento, a implantação e a manutenção de sistemas baseados em apren-
dizado de máquina. Inspirado nos princı́pios de DevOps, o MLOps busca promover
automação, reprodutibilidade e escalabilidade em todo o ciclo de vida dos modelos de
ML [Kreuzberger et al. 2022].

No contexto do VALERIA, os princı́pios de MLOps foram fundamentais para ga-
rantir que os modelos pudessem ser continuamente treinados, avaliados e atualizados com
novos dados oriundos do Sistema de Informação de Agravos de Notificação (SINAN)1.
O pipeline adotado contempla a automação de tarefas como a seleção de atributos, a
otimização de hiperparâmetros e a validação dos modelos, bem como o versionamento e
o monitoramento das versões em produção.

2.2. Computação em Nuvem e Aplicações de ML

A computação em nuvem oferece uma infraestrutura flexı́vel e escalável para o desen-
volvimento de soluções baseadas em aprendizado de máquina. Por meio de plataformas
como a AWS, é possı́vel treinar modelos em ambientes de alta capacidade computacional
sob demanda, reduzir custos com manutenção de servidores locais e automatizar tarefas
como deploy e retreinamento de modelos.

Essas caracterı́sticas são particularmente relevantes para aplicações em saúde
pública, em que a disponibilidade de recursos computacionais pode ser limitada. Ao utili-
zar a nuvem, pesquisadores e desenvolvedores podem concentrar esforços na construção
de soluções analı́ticas, deixando a infraestrutura sob responsabilidade de provedores es-
pecializados.

3. Serviços AWS utilizados

Para tornar o sistema VALERIA viável em termos de custo e performance, foram uti-
lizados os seguintes serviços da AWS: (1) Amazon EC2 (Elastic Compute Cloud):
instâncias de computação sob demanda utilizadas para treinamento e retreinamento de
modelos com algoritmos como Random Forest e XGBoost, aplicando técnicas como
grid search e seleção sequencial de atributos; (2) Amazon S3 (Simple Storage Service):
serviço de armazenamento de objetos usado para guardar dados clı́nicos pré-processados,
artefatos de modelos treinados, logs de execução e resultados dos experimentos. Também
serve como repositório para versionamento e auditoria dos modelos; (3) AWS Lambda:

1https://portalsinan.saude.gov.br/



serviço serverless utilizado para executar as funções que realizam a inferência dos mo-
delos. Após o treinamento, os modelos são serializados e armazenados no S3, podendo
ser carregados sob demanda por funções Lambda, garantindo escalabilidade e baixo custo;
(4) Amazon API Gateway: serviço gerenciado para publicação e gerenciamento de APIs
RESTful. Responsável por orquestrar o tráfego entre o front-end da aplicação VALERIA
e as funções Lambda. Atua como interface RESTful segura para os serviços de inferência;
E, (5) Amazon CloudWatch: serviço de monitoramento e observabilidade utilizado para
coletar, armazenar e visualizar métricas, logs e eventos gerados pelas funções Lambda e
demais serviços AWS. No sistema VALERIA, permite o acompanhamento do desempe-
nho, a detecção de falhas e a auditoria das execuções.

Essa combinação de serviços da AWS permite atender aos requisitos técnicos da
solução, como baixo custo, escalabilidade, flexibilidade e facilidade de reimplantação,
além de garantir conformidade com boas práticas de MLOps.

4. Arquitetura do Sistema VALERIA
A arquitetura do VALERIA foi desenhada para garantir escalabilidade, baixo custo e fa-
cilidade de manutenção, utilizando serviços da AWS e princı́pios de MLOps para pos-
sibilitar treinamento contı́nuo e reimplantação automatizada dos modelos. A Figura 1
apresenta uma visão geral da arquitetura do sistema.

Figura 1. Arquitetura de back-end do sistema VALERIA, demonstrando o fluxo
de dados dos dispositivos até o AWS Lambda por meio do Amazon API
Gateway.

4.1. Componentes principais

A arquitetura do VALERIA é dividida em três camadas principais:

• Front-end: desenvolvido em HTML, CSS e JavaScript, fornece uma interface
simples e responsiva para os profissionais de saúde acessarem o sistema, realiza-
rem consultas e visualizarem os resultados gerados pelos modelos. Essa camada
está atualmente hospedada em ambiente institucional e pode ser acessada por meio
de navegadores padrãoatravés do link: valeria.dotlabbrazil.com.br,
consumindo os serviços via chamadas HTTP expostas no Amazon API Gateway.

• Backend (Serverless): implementado com AWS Lambda, esse componente exe-
cuta as funções que realizam a inferência dos modelos de ML, fornece explicações



baseadas em técnicas de eXplainable AI (XAI) e interage com os dados persistidos
em Amazon S3. A adoção de uma arquitetura serverless elimina a necessidade de
servidores dedicados e permite escalar automaticamente conforme a demanda.

• API Gateway: atua como intermediário entre o front-end e as funções Lambda.
Ele define os endpoints públicos, gerencia autenticação e roteia as requisições para
os serviços apropriados. Essa camada garante que o sistema possa ser consumido
de forma padronizada e segura, mesmo em dispositivos com conexão limitada.

4.2. Módulo de Treinamento e Retreinamento com EC2

A construção e manutenção dos modelos preditivos do VALERIA são realizadas em
instâncias Amazon EC2, selecionadas conforme a necessidade de processamento e
memória dos experimentos.

A Figura 2 apresenta uma visão geral do pipeline de retreinamento do sistema VA-
LERIA, que utiliza instâncias EC2 para treinamento dos modelos, técnicas de otimização
de hiperparâmetros, validação por especialistas e posterior implantação em ambiente ser-
verless via AWS Lambda.

Figura 2. Operacionalização do módulo de retreinamento.

Esse módulo é ativado manual ou periodicamente, permitindo a execução de pi-
pelines de retreinamento com os seguintes passos: (1) Aquisição dos dados clı́nicos; (2)
Pré-processamento e limpeza dos dados; (3) Seleção de atributos; (4) Otimização de hi-
perparâmetros; (5) Treinamento dos modelos com diferentes algoritmos; (6) Armazena-
mento dos artefatos (modelos e logs) no Amazon S3.

Uma vez treinado, o modelo mais eficiente é preparado para implantação no am-
biente Lambda. Todo o processo é reprodutı́vel e pode ser versionado utilizando repo-
sitórios e scripts de automação, em alinhamento com boas práticas de MLOps.

4.3. Armazenamento e Persistência

O sistema utiliza Amazon S3 como repositório central de arquivos, tanto para os dados
clı́nicos brutos quanto para os modelos serializados, logs de execução, relatórios de de-
sempenho e imagens utilizadas no painel de visualização. A persistência descentralizada



e segura dos dados permite reuso e auditoria dos experimentos, além de atender aos re-
quisitos de conformidade e versionamento.

Adicionalmente, o sistema utiliza o serviço Amazon CloudWatch para monitora-
mento e registro de logs das funções Lambda, permitindo acompanhar o desempenho,
detectar falhas e gerar métricas de uso da aplicação. Os logs podem ser posteriormente
exportados para o S3, visando auditoria e análises complementares.

4.4. Benefı́cios da Arquitetura Adotada
A adoção de uma arquitetura baseada em AWS permitiu que o sistema VALERIA atin-
gisse seus objetivos de forma eficiente. Os principais benefı́cios observados foram: (1)
Redução de custos operacionais, com pagamento sob demanda e eliminação de servido-
res fixos; (2) Escalabilidade automática da infraestrutura, mesmo em contextos de picos
de acesso; (3) Facilidade de atualização e manutenção dos modelos em produção; (4)
Alinhamento com práticas modernas de engenharia de ML e software.

5. Backend Serverless com AWS Lambda
O backend do sistema VALERIA foi implementado com AWS Lambda, em conjunto
com o API Gateway, adotando uma arquitetura serverless. Essa escolha visa minimizar
o custo operacional e eliminar a necessidade de gerenciamento de servidores dedicados
para execução de tarefas de inferência.

5.1. Estrutura do Backend
Cada requisição de diagnóstico enviada pelo front-end é processada por meio do seguinte
fluxo:

• Requisição via API Gateway: o usuário interage com a interface web e submete
os sintomas de um paciente.

• Função Lambda de Inferência: acessa o modelo previamente treinado a cada
execução, realizando o carregamento do artefato diretamente do Amazon S3, o que
garante a utilização da versão mais atualizada do modelo, e realiza a classificação
do caso clı́nico. A resposta inclui o diagnóstico (Dengue, Chikungunya ou Incon-
clusivo) e a probabilidade associada.

• Resposta ao Usuário: o resultado e a explicação são enviados de volta ao front-
end, permitindo ao profissional de saúde validar a recomendação do sistema com
base em sua própria análise clı́nica.
A adoção do AWS Lambda no sistema VALERIA proporciona uma série de vanta-

gens que contribuem significativamente para a eficiência e a sustentabilidade da aplicação.
Uma das principais caracterı́sticas é a escalabilidade automática: as funções são executa-
das sob demanda e se adaptam dinamicamente ao volume de requisições, dispensando a
necessidade de balanceadores de carga ou provisionamento prévio de recursos computa-
cionais. Esse comportamento torna o sistema altamente responsivo a picos de uso, sem
comprometer a performance.

Além disso, o modelo serverless apresenta um baixo custo operacional, uma vez
que o pagamento é realizado apenas pelo tempo efetivo de execução das funções. Essa
caracterı́stica é especialmente vantajosa para aplicações com uso intermitente, como é o
caso de sistemas de apoio ao diagnóstico utilizados de forma eventual por profissionais
de saúde em campo ou em unidades básicas.



6. Considerações finais e trabalhos futuros

A adoção de uma arquitetura baseada em serviços da AWS foi decisiva para que o sistema
VALERIA pudesse se consolidar como uma solução de suporte à decisão clı́nica viável,
escalável e de baixo custo para o contexto das arboviroses. Ao longo do desenvolvimento
e implantação da plataforma, observou-se que a combinação entre práticas de MLOps e
computação em nuvem promoveu ganhos significativos tanto em desempenho quanto em
manutenibilidade.

Do ponto de vista técnico, a utilização de instâncias EC2 para o treinamento e re-
treinamento dos modelos permitiu a execução eficiente de tarefas computacionalmente
intensivas, como a busca em grade (grid search) e a seleção sequencial de atributos.
Adicionalmente, o armazenamento dos artefatos no Amazon S3 e o versionamento dos
experimentos garantiram reprodutibilidade e rastreabilidade, aspectos fundamentais em
projetos cientı́ficos e médicos.

No que diz respeito à execução do sistema em produção, o uso de funções AWS
Lambda e do API Gateway representou um avanço importante em termos de eficiência
e economia. O backend serverless viabilizou a criação de uma aplicação altamente dis-
ponı́vel, com escalabilidade automática e sem necessidade de provisionamento contı́nuo
de servidores, o que reduz drasticamente os custos operacionais, uma condição especi-
almente relevante em soluções voltadas para contextos de saúde pública em regiões com
recursos limitados.

Entretanto, alguns desafios foram enfrentados. A necessidade de configurar corre-
tamente permissões, ambientes virtuais e limites de execução em Lambda exigiu atenção
especial, assim como o balanceamento entre desempenho e tempo de resposta, uma vez
que o carregamento do modelo em tempo real pode impactar a experiência do usuário. Es-
ses pontos foram mitigados com ajustes de infraestrutura e cache de modelos em memória
para execuções subsequentes.

O sistema mostra-se como uma alternativa promissora para ampliar a capacidade
de diagnóstico diferencial em arboviroses, podendo ser expandido para outras doenças
tropicais negligenciadas. Como trabalho futuro, pretende-se incorporar mecanismos
de monitoramento contı́nuo de performance dos modelos em produção, adaptação au-
tomática frente a dados em drift, e integração com bases de dados federadas, além da
ampliação do escopo do sistema para outras enfermidades endêmicas.

Como evolução natural do projeto, estuda-se a migração de partes do pipeline de
retreinamento atualmente implementado com EC2 para o serviço Amazon SageMaker,
que oferece um ambiente gerenciado para treinamento, deploy e monitoramento de mo-
delos de machine learning. Essa migração tem como objetivo reduzir a complexidade de
gerenciamento da infraestrutura e acelerar o ciclo de vida dos modelos.

Além disso, para cenários com aumento significativo na demanda por inferência,
a arquitetura pode evoluir do uso exclusivo de funções Lambda para a execução de contai-
ners com AWS Fargate, permitindo maior controle sobre o ambiente de execução, maior
volume de processamento e gerenciamento automático da infraestrutura.
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